O~
UNIVERSITAS INDONESIA

PENGGUNAAN BOBOT DAN JARAK DALAM FEATURE-
TRANSFER LEARNING UNTUK KLASIFIKASI GAMBAR

RINGKASAN DISERTASI

Diajukan sebagai salah satu syarat untuk memperoleh gelar
Doktor Ilmu Komputer

NINA SEVANI
1806261471

FAKULTAS ILMU KOMPUTER
PROGRAM DOKTOR ILMU KOMPUTER
DEPOK 2023



ABSTRAK

Nama : NINA SEVANI
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Judul : PENGGUNAAN BOBOT DAN JARAK DALAM FEATURE-

TRANSFER LEARNING UNTUK KLASIFIKASI GAMBAR
Pembimbing : Prof. Dr. Eng. Wisnu Jatmiko, S.T., M.Kom.

Transfer learning merupakan pengembangan dari pembelajaran mesin biasa
(tradisional) yang dapat diterapkan pada cross-domain. Cross-domain adalah domain
yang memiliki perbedaan pada feature space atau pada marginal dan conditional
distribution, sehingga sulit ditangani dengan metode pembelajaran mesin biasa.
Perbedaan ini banyak terjadi pada kasus computer vision atau pattern recognition
seperti untuk mengenali korban bencana alam melalui foto yang diambil dari atas
menggunakan drone atau helikopter. Terjadinya perbedaan feature space dan
distribusi data ini karena adanya perbedaan sudut, cahaya, dan alat yang berbeda.
Kondisi seperti ini semakin menyulitkan untuk dilakukannya klasifikasi gambar
terlebih pada domain dengan keterbatasan label. Implementasi transfer learning
terbukti dapat memberikan performance yang baik pada banyak kasus, termasuk
kasus yang menggunakan dataset gambar.

Dalam transfer learning penting untuk menghindari terjadinya negative transfer
learning, sehingga perlu dilakukan pengukuran kesamaan (similarity) antar domain.
Penelitian ini menerapkan feature-representation-transfer dan menggunakan
Maximum Mean Discrepancy (MMD) untuk mengukur jarak antar feature pada
domain yang terlibat di transfer learning. Setelah mengukur kesamaan antar domain,
maka akan dilakukan pemilihan feature berdasarkan jarak antar feature. Feature
terpilih adalah feature yang mempunyai jarak kurang dari threshold yang ditentukan.
Bobot akan diberikan kepada feature terpilih. Selain melakukan pemilihan feature
berdasarkan kesamaan domain, metode ini juga melakukan pemilihan feature yang
signifikan antar class label dan dalam class label dengan menggunakan ANOVA
(Analysis of Variance). Hanya feature yang signifikan yang akan digunakan untuk
proses prediksi.

Metode yang diusulkan juga menerapkan inter-cluster class label untuk memperkecil
perbedaan conditional distribution. Prinsip kerja inter-cluster class label ini adalah
menghitung jarak minimal dari instance pada domain target ke setiap center of cluster
class label. Rumus jarak yang digunakan adalah FEuclidean Distance. Properti
statistik seperti rata-rata dan varians akan digunakan pada metode ini, untuk
menggambarkan struktur data lokal dalam setiap domain. Penggunaan rata-rata
digunakan untuk menentukan threshold dan pusat cluster class label, sedangkan
varians digunakan untuk pemilihan feature yang signifikan. Proses prediksi label
dilakukan berdasarkan feature terpilih yang telah diberi bobot dan jarak terpendek
setiap instance ke salah satu class label.



Tidak terdapat parameter tambahan dalam fungsi pembelajaran yang diusulkan.
Selain itu, proses penentuan label juga dilakukan tanpa iterasi, schingga
memungkinkan metode ini dapat dijalankan dengan keterbatasan resource. Hasil
eksperimen menunjukkan bahwa metode yang diusulkan dapat memberikan
performance sebesar 46,6%, pada saat menggunakan SVM sebagai classifier dan
51.7% pada saat menggunakan logistic regression. Akurasi yang didapat dengan
SVM ini mengimbangi metode feature-representation-transfer sebelumnya. Namun
akurasi dari logistic regression sudah dapat mengungguli metode sebelumnya. Hasil
ini menunjukkan bahwa penggunaan metode feature selection menggunakan properti
statistik yang dikombinasikan dengan pemberian bobot pada feature terpilih dan jarak
minimal dapat memberikan hasil akurasi yang baik tanpa memerlukan resource yang
besar.

Kata Kunci:
feature-representation-transfer, MMD, bobot, rata-rata, jarak.
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Transfer learning is the extension of traditional machine learning in a cross-
domain environment. Cross-domains are domains with different feature
spaces or different marginal and conditional distributions. Many real-world
cases of computer vision and pattern recognition, such as the surveillance of
some victims of natural disasters from above using a drone or helicopter, have
these differences. These conditons are difficult to handle with traditional
machine learning methods. The differences in feature space or data
distribution caused by the existence of different angles, different light, and
different tools. All of these situation add difficulty to the classification process,
especially in domains with limited labels. The implementation of transfer
learning is proven to provide good performance in many cases of cross-
domain learning, including cases that use image datasets.

In transfer learning, it is important to measure the similarity between domains
to avoid negative transfer learning. This study applies feature-representation-
transfer and uses Maximum Mean Discrepancy (MMD) to measure the
distance between features in the cross-domains and reduce the domain
discrepancy. After measuring the similarity between domains, a feature
selection will be made based on the distance between the features. Selected
features are features that have a distance less than the specified threshold.
Weight will be given to the selected features. In addition to selecting features
based on domain similarity, this method also selects significant features
between class labels and within class labels using ANOVA (Analysis of
Variance). Only significant features will be used for the prediction process.
The proposed method also applies an inter-cluster class label to minimize the
difference in conditional distribution. The inter-cluster class label works by
calculating the minimum distance from the instance in the target domain to
each center of the cluster class label. The distance formula used is Euclidean
distance. Statistical properties such as mean and variance will be used in this
method to describe the local data structure in each domain. The average is used
to determine the threshold and center of the cluster class label, while the



variance is used to select significant features. The label prediction process is
carried out based on the selected features that have been weighted and the
shortest distance for each instance to one of the label classes.

There are no additional parameters in the proposed learning function. In
addition, the process of determining the label is also carried out without
iteration, thus allowing this method to be run with limited resources. The
experimental results show that the proposed method can provide a
performance of 46.6% when using SVM as a classifier and 51.7% when using
logistic regression. The accuracy obtained from SVM offsets the previous
feature-representation transfer learning. However, the accuracy of logistic
regression has been able to outperform the previous method. These results
indicate that the use of the feature selection method using statistical properties
combined with assigning weights to selected features and a minimum distance
can provide good accuracy without requiring large resources.

Key words:
feature-representation-transfer, MMD, weight, mean, distance
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BAB 1
PENDAHULUAN

1.1 Latar Belakang

Keberhasilan pembelajaran mesin dalam menyelesaikan beragam masalah kompleks hanya
terbatas untuk kondisi yang mana data training dan data testing mempunyai distribusi yang
sama atau berada pada domain yang sama dengan feature space yang sama pula. Pada
kenyataannya banyak kasus nyata yang tidak berada pada domain sama atau tidak mempunyai
kesamaan distribusi data. Sebagai contoh, dalam kasus prediksi korban bencana alam yang
dilakukan berdasarkan foto yang diambil kamera jarak jauh yang dioperasikan oleh manusia
melalui helikopter atau sebuah drone (Kurniawan, 2019). Pengambilan foto dengan jenis
kamera yang berbeda, sudut pengambilan yang berbeda, kondisi lingkungan yang berbeda
(misalkan pada suasana cerah, hujan, atau berkabut), posisi objek, bahkan prosedur
pengambilan foto yang berbeda bisa menghasilkan distribusi data yang berbeda juga
(Cheplygina et al., 2018). Pada kasus seperti ini, penggunaan algoritma pembelajaran mesin

biasa akan sulit diterapkan, disamping kemungkinan keberhasilan yang juga kecil.

Mengingat keterbatasan dalam algoritma pembelajaran mesin biasa ini, maka diperlukan
knowledge transfer atau transfer learning (Pan & Yang, 2010; Weiss et al., 2016a; Shao et al.,
2015; Day & Khoshgoftaar, 2017; Zhuang et al., 2019). Transfer learning adalah salah satu
metodologi pembelajaran mesin dengan fokus melakukan transfer knowledge antar domain
yang berbeda namun berkaitan (cross-domain) (Pan & Yang, 2010; Shao et al., 2015; Zhuang
et al., 2019). Perbedaan domain disini ditekankan pada perbedaan feature space atau
perbedaan distribusi data yang bisa terjadi karena perbedaan alat, prosedur, dan bagian pada
saat pengumpulan data (Wang, Chen, et al., 2018; Cheplygina et al., 2018). Dengan adanya
kesamaan atau perbedaan feature space antar domain dan ketersediaan class label pada
domain asal maupun domain target, terdapat beberapa pendekatan yang dapat digunakan pada
transfer learning. Pendekatan-pendekatan tersebut adalah instance-transfer, feature-
representation transfer, model-transfer, dan relational-knowledge-transfer (Pan & Yang,
2010). Dalam implementasinya, setiap pendekatan tersebut menggunakan kombinasi dari
beberapa teknik. Tidak ada panduan pasti untuk menentukan teknik terbaik untuk dapat

menghasilkan akurasi terbaik. Penelitian terdahulu menampilkan bahwa akurasi dari metode
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pembelajaran mesin biasa, seperti Nearest Neighbor dan Principal Component Analysis dalam
kasus cross-domain masih sangat rendah hanya mencapai 31.4% dan 43.6% (Wang, Feng, et
al., 2018b). Penerapan metode transfer-learning juga masih menunjukkan hasil yang rendah,

walaupun lebih baik daripada metode pembelajaran mesin biasa.

Selain kemampuan untuk mengatasi kondisi cross-domain, transfer learning juga
memungkinkan proses learning dilakukan dengan lebih efisien karena knowledge dari domain
asal akan ditransfer ke domain target, sehingga domain target tidak perlu lagi melakukan
proses training dari awal (learning from scratch) dan dapat menghemat sumber daya yang
ada. Domain asal adalah domain yang berisi data training, sementara domain target atau
domain target adalah domain yang berisi data testing (Shao et al., 2015). Selain kemampuan
untuk dapat diterapkan pada domain yang berbeda, metode transfer learning terutama yang
termasuk dalam kelompok “mudah”, juga terbukti dapat mengurangi kompleksitas training
pada domain target sehingga memungkinkan untuk diimplementasikan pada kondisi dengan
keterbatasan jumlah sumber daya (Wang et al., 2019). Selain itu, karena knowledge yang
digunakan untuk proses pembelajaran (training) juga berasal dari data yang mengandung
kemiripan dengan data yang akan diklasifikasikan (testing), maka diharapkan akurasi yang

dihasilkan akan baik.

Karena kemampuannya dalam mentransfer knowledge antar domain, konsep transfer learning
ini telah diimplementasikan dalam berbagai bidang. Bahkan beragam strategi, pendekatan,
teknik, juga telah diusung oleh peneliti transfer learning. Meskipun penelitian tentang
transfer learning terus berkembang dengan hasil yang makin baik, melalui penerapan
beberapa teknik, namun pada dasarnya tidak ada panduan pasti akan kombinasi terbaik untuk
menghasilkan akurasi yang tinggi. Sehingga penggunaan kombinasi dari beberapa teknik pada
penelitian transfer learning untuk dapat menghasilkan akurasi yang baik masih merupakan
open problem (Weiss et al., 2016a). Dari beragam kemungkinan kombinasi teknik yang
dilakukan pada penelitian transfer learning, dapat dilihat bahwa pemanfaatan instances tidak
berlabel untuk mengurangi perbedaan distribusi antar domain belum dimanfaatkan secara
optimal. Padahal dengan mengingat bahwa salah satu kunci keberhasilan dalam adaptasi
domain yang berbeda adalah pada instance khususnya di domain target (instance-based
adaptation) dan pada feature matching (feature-based adaptation) (Wang, Feng, et al.,

2018b). Pada feature-based adaptation diasumsikan bahwa terdapat common space yang
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mana pada cross-domain. Asumsi ini sendiri lebih ringan daripada asumsi pada instance-
based adaptation (J. Zhang et al., 2017). Selain itu, penelitian tentang metode yang dapat
beradaptasi dengan dataset dan melakukan feature discovery juga masih terbuka (Li et al.,
2020). Oleh karena itu penelitian ini akan berfokus pada feature-representation transfer
learning yang akan melakukan transformasi feature untuk mengatasi perbedaan distribusi

pada cross-domain.

Selain itu, diantara beragam pendekatan pada transfer learning, feature-representation
transfer atau feature-based transfer learning merupakan pendekatan yang banyak digunakan
karena dapat diimplementasikan pada beragam bidang (Pan & Yang, 2010; Zhuang et al.,
2021; Day & Khoshgoftaar, 2017) dengan beragam kombinasi teknik dan teknologi (Gong et
al., 2012; Sinno Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011; Sanodiya et al., 2020; Long,
Wang, Ding, Sun, et al., 2014; Long et al., 2013a; Tahmoresnezhad & Hashemi, 2017a; Wang,
Feng, et al., 2018b; Wang et al., 2020; Wang et al., 2019; Sun et al., 2016; Fernando et al.,
2013). Salah satu bentuk implementasi yang cukup banyak adalah untuk Klasifikasi gambar
(Gong et al., 2012; Long et al., 2013b; Wang, Feng, et al., 2018b; Wang et al., 2020; Wang et
al., 2017; Long, Wang, Ding, Sun, et al., 2014; Sanodiya et al., 2020; Wang, Feng, et al.,
2018b; Wang et al., 2019; Sun et al., 2016; Fernando et al., 2014; Tahmoresnezhad &
Hashemi, 2017a). Penggunaan feature-based transfer learning untuk Klasifikasi gambar
meliputi beragam bidang, mulai dari medis khususnya yang terkait dengan gambar medis,
bioinformatics, robotika, computer vision, dan natural language processing (Kouw & Loog,
2021).

Pada dasarnya terdapat beberapa strategi untuk melakukan transformasi feature, seperti
feature augmentation, feature alignment, feature clustering, feature encoding, feature
mapping, dan feature selection. Umumnya setiap strategi ini digunakan untuk kasus yang
berbeda (Zhuang et al., 2021). Seperti contohnya feature clustering digunakan pada kasus
pemrosesan teks atau dokumen, feature encoding digunakan untuk kasus yang menggunakan
deep learning. Penelitian terdahulu tentang feature-representation transfer lebih banyak
menggunakan strategi feature mapping untuk domain gambar. Penerapan feature mapping ini
dilakukan dengan menggunakan pendekatan pengurangan dimensi dan membentuk matrik
proyeksi. Penerapan strategi pemilihan feature (feature selection) pada penelitian feature-

representation transfer masih jarang, sehingga masih terbuka untuk ditelaah lebih dalam.
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Pemilihan feature sendiri juga melakukan pengurangan dimensi dengan cara yang lebih
sederhana. Pemilihan feature juga memungkinkan untuk menghasilkan sistem dengan unjuk
kerja yang baik, karena fokus pada feature yang mempunyai tingkat relevansi tinggi untuk
menghasilkan label pada kasus Klasifikasi (Kouw & Loog, 2021; Deng et al., 2019). Selain
itu pemilihan feature juga tidak tergantung pada algoritma pembelajaran yang dihasilkan,
sehingga lebih fleksibel dalam penerapannya (Pham et al., 2020). Berdasarkan nilai akurasi
yang didapat oleh metode terbaik pada setiap kelompok tersebut maka masih memungkinkan
untuk ditingkatkan dengan kombinasi teknik yang tepat, sehingga dapat dijalankan secara
efisien dengan memberikan hasil akurasi yang baik. Selain itu kedua pendekatan tersebut juga
kurang memperhatikan hubungan antara feature dengan informasi label, baik pada Dg maupun
Dr. Kedua kondisi inilah yang memotivasi untuk dilakukannya penelitian pada feature-

representation transfer learning.

Classifier umum digunakan dalam kasus feature-representation transfer learning.
Penggunaan classifier ini akan dikombinasikan dengan metode transformasi feature yang
diusung oleh masing-masing peneliti. Classifier akan berfungsi untuk melakukan klasifikasi,

dengan input data yang sudah mengalami transformasi feature.

Dalam rangka melakukan benchmarking dengan state-of-the-art metode feature-
representation transfer learning, maka classifier yang digunakan juga akan dibuat sama, agar
perbandingan dilakukan secara adil. Classifier 1-NN dan SVM akan digunakan pada
penelitian awal. Penelitian awal ditujukan untuk melihat unjuk kerja kedua classifier.
Classifier dengan hasil yang lebih baik untuk dataset gambar akan digunakan sebagai

classifier utama dalam penelitian yang dilakukan.

Selain kedua classifier tersebut, penelitian awal tentang transfer learning juga menerapkan
classifier logistic regression (Y. Zhang et al., 2010). Classifier logistic regression dipilih
karena prinsip kerjanya yang sederhana dan dapat digunakan untuk kasus klasifikasi dengan
banyak label (multi-class classification) menggunakan pendekatan transfer learning. Hal ini
juga yang memotivasi digunakannya logistic regression sebagai salah satu classifier untuk

penelitian yang dilakukan.

Berdasarkan pada apa yang sudah dilakukan pada penelitian tentang feature-representation

transfer learning sebelumnya, maka penelitian ini mengusulkan konsep feature-transfer

4



learning yang disebut sebagai Weighted-based Feature Transfer Learning (WbFTL). WbFTL
mengusung konsep “sederhana” yang dapat dilihat dari tidak digunakannya parameter dalam
proses transformasi feature. Sehingga tidak perlu menggunakan sumber daya yang besar
dalam proses implementasinya. Terdapat tiga tahapan transformasi feature pada WbFTL, dua
tahapan pertama menggunakan pendekatan pemilihan feature dan satu tahapan menggunakan
pendekatan jarak. Pemilihan feature dilakukan menggunakan metode filter yang
menggunakan properti statistik yaitu rata-rata sebagai threshold untuk menghasilkan
representasi feature pertama. Dilanjutkan dengan pemilihan feature menggunakan ANOVA
(Analysis of Variance) untuk menghasilkan representasi feature kedua. Pada transformasi
feature kedua ini akan dipilih feature yang signifikan terhadap label, karena pada transformasi
feature pertama tidak memperhatikan informasi label. Transformasi kedua akan digunakan
sebagai masukan bagi classifier yang digunakan. Classifier ini juga akan digunakan untuk
melakukan inferensi pada transformasi feature ketiga. Transformasi feature ketiga dilakukan
menggunakan pendekatan jarak. Hasil proses inferensi menggunakan transformasi feature
ketiga adalah label hasil prediksi.

1.2. Rumusan Masalah

Berdasarkan isu penting dan juga permasalahan yang diketahui berdasarkan latar belakang
dan penelitian sebelumnya, maka dirumuskan tiga pertanyaan penelitian yang akan dibahas,

yaitu:

1. “Apakah pendekatan pemilihan feature dan pembobotan feature dalam feature-
based transfer learning dapat memberikan hasil klasifikasi yang baik?”

2. “Apakah penerapan feature mapping untuk cross-domain gambar dapat
menghasilkan akurasi yang baik untuk kasus klasifikasi?”

3. “Apakah penggunaan feature-based transfer learning dengan minimal parameter

dapat menghasilkan akurasi klasifikasi yang baik?”
1.3.  Tujuan

Tujuan penelitian ini adalah menerapkan kombinasi dari beberapa teknik seperti MMD, bobot,
jarak, dan properti statistik yaitu rata-rata dan varian untuk menghasilkan metode feature-

representation transfer yang efisien dan hasil akurasi yang baik.
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Inti dari metode feature-representation transfer adalah melakukan transformasi feature untuk
membentuk representasi feature baru yang akan digunakan oleh model atau classifier untuk
menghasilkan label hasil prediksi. Transformasi feature dilakukan dengan kombinasi
beberapa teknik, yaitu feature mapping menggunakan MMD dan kernel, feature selection dan
pemberian bobot pada feature terpilih menggunakan properti statistik (rata-rata dan varian),
dan jarak untuk menghasilkan label hasil prediksi (label bagi domain tujuan). Diharapkan
dengan menerapkan beberapa teknik dalam proses transformasi feature, maka ketiga isu pada
penelitian feature-representation transfer dapat diatasi. Sehingga dapat dihasilkan metode
feature-representation transfer yang efisien (tanpa banyak parameter) dengan hasil akurasi

yang baik.
1.4. Metodologi Penelitian

Berdasarkan penjelasan tentang feature-based transfer learning diatas, maka penelitian ini
mengusulkan penggunaan kombinasi beberapa cara untuk menyelesaikan tiga isu, yaitu
mengurangi distribusi data dan upaya untuk meningkatkan unjuk kerja sistem tanpa
menggunakan banyak parameter. MMD yang digabung dengan kernel serta pemanfaatan
instances tidak berlabel pada domain target, merupakan cara untuk mengurangi perbedaan
domain antar domain. Sementara peningkatan unjuk kerja dilakukan dengan menerapkan
teknik seleksi feature dan pemberian bobot pada feature terpilin. Dalam metode feature-
representation transfer learning ini juga akan menggunakan properti statistik, yaitu rata-rata
dan varian dari data yang diolah, disamping juga menggunakan jarak yang akan diterapkan

dalam bentuk Euclidian Distance.

Penelitian terdahulu mengungkapkan beberapa metode dan teknik untuk mengatasi isu-isu
tersebut, mulai dari teknik sederhana untuk mencari kesamaan antar domain (Sinno Jialin Pan,
Ivor W. Tsang, James T. Kwok, 2011; Pan et al., 2008a), penambahan bobot selain menghitung
kesamaan antar domain (Zhong et al., 2018), sampai menggunakan struktur data lokal dalam
proses transfer pengetahuan (Wang, Chen, et al., 2018; Wang et al., 2019). Penambahan bobot
selain dapat mengurangi perbedaan distribusi data antar domain (Dai & Xue, n.d.; Xu et al.,
2017) juga dapat mengatasi masalah ketidakseimbangan jumlah instance antar domain (Wang
et al., 2017), sehingga pada akhirnya juga akan dapat meningkatkan unjuk kerja dari transfer

learning itu sendiri (Xia et al., 2015; Zhong et al., 2018). Penggunaan struktur data lokal
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dalam proses transfer pengetahuan dapat mengurangi sumber daya (Wang et al., 2019), selain
juga dapat mengurangi perbedaan distribusi data antar domain. Salah satu struktur data lokal
yang banyak digunakan adalah rata-rata dan varian sebagai properti statistik, yang terbukti
dapat memberikan unjuk kerja baik dalam proses klasifikasi (Wang et al., 2019; Sevani et al.,
2019). Selain itu rata-rata juga merupakan pengukuran statistik yang menyatakan central
tendency sehingga dapat menggambarkan seluruh distribusi data menjadi satu nilai tunggal
(Manikandan, 2011; Frederick J Gravetter and Larry B. Wallnau, 2013).

Khusus untuk mengatasi permasalahan khusus pada feature-representation transfer, yaitu
tentang bagaimana melakukan transformasi feature, penelitian ini juga menggunakan
pendekatan feature mapping sebagai strategi pembentukan representasi feature yang baru.
Fungsi pembelajaran yang digunakan pada penelitian ini juga akan menggabungkan antara
properti statistik, jarak, dan juga bobot. Rata-rata (mean) dan varian akan menjadi properti
statistik yang digunakan dalam setiap tahapan pembelajaran yang dilakukan, mulai untuk
mengurangi perbedaan distribusi sampai dengan untuk proses transformasi feature.
Mengingat distribusi yang sebenarnya sulit diketahui sehingga perlu pendekatan perkiraan
yang dapat menjelaskan tentang data secara keseluruhan dan adaptif terhadap perubahan
jumlah ataupun nilai data (Frederick J Gravetter and Larry B. Wallnau, 2013; Maity, 1977).

Penerapan feature mapping dilakukan untuk mengurangi perbedaan marginal distribution
pada cross-domain. Pada tahapan ini, pembelajaran dilakukan dengan membentuk
representasi feature yang baru menggunakan konsep kernel pada rumus MMD (Borgwardt et
al., 2006). Fungsi mapping yang digunakan adalah fungsi jarak yang diukur menggunakan

Euclidean Distance dari setiap pasangan feature rata-rata (features mean) pada cross-domain.

Sementara untuk mengurangi perbedaan conditional distribution, digunakan cara inter-cluster
class label distance. Cara ini adalah mengukur jarak instance pada domain target ke masing-
masing pusat cluster class label. Dari hasil perhitungan ini kemudian diambil jarak terpendek

yang akan digunakan dalam penentuan label bagi instance yang bersangkutan.

Tahapan pembelajaran yang digunakan untuk meningkatkan unjuk kerja sistem (akurasi dan
minimal parameter) adalah penerapan seleksi feature dan pemberian bobot pada feature yang
terpilih. Pemberian bobot dianggap dapat meningkatkan unjuk kerja sistem dalam penentuan
label (Zhong et al., 2018; Van Opbroek et al., 2019). Seleksi feature diterapkan dengan
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menggunakan batas (threshold) berdasarkan properti statistik pada representasi feature yang
baru, yang terbentuk dari hasil pembelajaran pengurangan perbedaan distribusi yang
dilakukan pada tahap sebelumnya. Selain menggunakan threshold untuk menyeleksi feature
yang akan digunakan, feature juga akan dipilih menggunakan ANOVA. ANOVA akan
memilih feature yang signifikan dalam setiap class label dan juga antar class label.
Penggunaan ANOVA bertujuan untuk memilih feature yang relevan dengan memperhatikan
informasi class label. Strategi pemilihan feature menggunakan ANOVA juga dilakukan dalam
rangka untuk mengatasi perbedaan conditional distribution pada cross-domain dengan

memanfaatkan informasi class label.

Gambar 1.1 berikut menjelaskan tentang tahapan penelitian yang dilakukan, terutama pada
bagian pembelajaran (learning). Melalui Gambar 1.1 dapat dilihat metode untuk setiap tahap

serta hasil proses yang dilakukan.

“ ahap 1L Kemirip \ Tahap 2 : Pembentukan Tahap 3 : Pembentukan) . ap 4 : Pembentukan'
Jeature pada Cross- | Representasi Feature [~ Representasi Feature | Representasi Feature
Domain Baru Baru Y, Baru

o Metode : Kedekatan
o Metode : MMD ¢ Metode : Pemilihan o Metode : ANOVA (jarak) instance (xt)
o Output: Feature Feature dengan ¢ Output: dengan Pusat Class
mapping dari Cross- Threshold Representasi (h)
. @ ¢ Output : Representasi Feature bagi D ¢ Output : Representasi
Bonin ek} Feature (Fi ) (Fira) Feature bagi Dy
( F Trans.i)
Gambar 1.1. Tahapan Metode
1.5. Batasan Masalah

Fokus pada penelitian ini adalah melakukan transformasi feature dengan menerapkan
beberapa strategi, seperti pendekatan feature mapping dan pemilihan feature pada cross-
domain. Pendekatan yang digunakan untuk tahap pembelajaran dirancang untuk dapat
mengurangi perbedaan marginal dan conditional distribution pada cross-domain sekaligus
melakukan peningkatan unjuk kerja dengan meminimalisir penambahan parameter pada
proses pembelajaran. Sesuai dengan yang disampaikan pada rumusan permasalahan diatas,

maka berikut merupakan batasan permasalahan yang akan dikaji dalam penelitian ini:

A. Dataset:



Dataset yang digunakan adalah dataset gambar dengan kategori real-world object. Untuk label
yang digunakan akan dibatasi pada 10 label yang umum, seperti yang juga digunakan pada
penelitian sebelumnya. Seluruh dataset gambar yang digunakan sudah diproses dengan
algoritma SURF (Speeded Up Robust Features) sebagai algoritma feature detector dan

descriptor.
B. Classifier:

Metode feature-based transfer learning yang digunakan pada penelitian ini menggunakan
classifier SVM. Penelitian sebelumnya pada umumnya menggunakan classifier SVM dan 1-
NN. Hasil eksperimen awal menunjukkan bahwa SVM memberikan hasil yang lebih baik

pada saat digunakan untuk klasifikasi gambar pada cross-domain.

Sementara untuk pengembangan penelitian akan dilakukan menggunakan classifier Logistic
Regression. Meskipun Logistic Regression pada dasarnya untuk klasifikasi biner (binary
classification), namun dapat digunakan juga untuk multi-class classification. Strategi yang
digunakan adalah one-vs-rest (OVR), karena cocok untuk dataset yang jumlah class label tidak
terlalu banyak. Kondisi ini sesuai dengan kondisi dataset yang digunakan pada penelitian

WbFTL ini.
C. Pengujian unjuk kerja:

Untuk menguji unjuk kerja metode feature-based transfer learning pada penelitian
ini, maka digunakan pengukuran menggunakan confusion matrix, khususnya dengan
mengukur akurasi. Hasil pengukuran akurasi metode feature-based transfer learning
yang dihasilkan pada penelitian ini akan dibandingkan dengan state-of-the-art atau
metode feature-based transfer learning lainnya yang juga menggunakan dataset

sejenis.



BAB 2
TRANSFER LEARNING

Transfer learning lahir dari konsep pembelajaran mesin yang sudah ada sebelumnya. Transfer
learning memungkinkan pembelajaran dilakukan antar domain yang memiliki perbedaan
feature set atau distribusi data. Dengan menerapkan transfer learning, pengetahuan dari satu
domain dapat ditransfer ke domain lain. Domain yang menjadi awal pembelajaran disebut
sebagai domain asal. Pengetahuan yang diperoleh dari domain asal ini yang kemudian
ditransfer dan digunakan sebagai dasar pembelajaran bagi domain target (domain tujuan).
Dengan adanya pengetahuan yang ditransfer ini, maka proses pembelajaran pada domain
target bisa menjadi lebih cepat karena tidak perlu melakukan pembelajaran dari awal. Dengan
teknik dan metode tertentu, transfer learning memungkinkan proses transfer ini terjadi antar
domain yang berbeda, yang memiliki perbedaan distribusi data atau perbedaan feature space.
Pengggunaan transfer learning sendiri sudah dimulai sejak tahun 2000. Beragam metode dan
pendekatan sudah dicoba oleh beragam peneliti sebelumnya (J. Jiang & Zhai,
2007)(Mihalkova et al., 2007)(Gao et al., 2008), yang kemudian melahirkan istilah instance-
transfer, feature-based transfer, parameter-transfer, dan knowledge-transfer(Pan & Yang,
2010). Setiap pendekatan ini memiliki ciri khas masing-masing dalam proses melakukan
transfer antar domain. Beragam pendekatan ini juga memiliki kesesuaian dengan kasus yang
berbeda (Zhuang et al., 2019). Metode yang digunakan untuk setiap pendekatan ini juga
beragam, mulai dari menghitung kesamaan, pencarian jarak, pembobotan, sampai dengan
menggunakan struktur data lokal dari domain tersebut (Wang, Chen, et al., 2018; Wang et al.,
2019; Sinno Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011; Zhong et al., 2018; Wang et al.,
2017).

2.1 Perbedaan Pembelajaran Mesin dengan Transfer Learning

Pada pembelajaran mesin biasa, domain asal disebut sebagai data training dan domain tujuan
atau target disebut sebagai data testing (Shao et al., 2015). Data training dan testing yang
digunakan pada pembelajaran mesin juga masih berasal dari dataset yang sama, hanya
dilakukan pembagian sehingga beberapa instances pada dataset akan digunakan sebagai data
training dan sisanya digunakan sebagai data testing. Karena berasal dari dataset yang sama,

baik data training dan testing akan memiliki feature space dan juga distribusi data yang sama.
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Sebagai ilustrasi, maka Gambar 2.1 berikut ini menjelaskan tentang perbedaan antara

pembelajaran mesin biasa dengan transfer learning.

Pada Gambar 2.1 dibawah, dapat dilihat bahwa pada transfer learning proses pembelajaran
bisa melibatkan domain yang tidak sama persis. Gambar 2.1 mengilustrasikan bahwa ada 2
label yang akan diprediksi berdasarkan data yang diberikan menggunakan
teknik/metode/pendekatan tertentu. Antara transfer learning dan pembelajaran mesin
tradisional dapat menerapkan teknik/metode yang sama ataupun berbeda sama sekali,
tergantung pendekatan yang digunakan pada transfer learning.

Perbedaan domain yang dimaksud pada transfer learning disini bisa terjadi karena perbedaan
bentuk, perbedaan warna, perbedaan ukuran. Bahkan untuk domain gambar, perbedaan sudut
pengambilan gambar juga bisa menyebabkan perbedaan distribusi data. Dua domain yang
berbeda namun mempunyai kemiripan disebut sebagai cross-domain. Perbedaan tersebut bisa
terletak pada distribusi instances, instances space, feature space, dan juga label space (Kouw
& Loog, 2018; Kouw & Loog, 2021).

Dataset beda tapi
berkaitan

Pembelajaran Mesin Tradisional Transfer Learning
o Feature space yang sama o Feature space yang sama atau berbeda
e Distribusi data yang sama e Distribusi data yang berbeda
e Domain yang sama e Domain yang berbeda

Data Training Data Testing

Teknik’ & Pendekatan v\

Teknik® & Metode J

Pendekatan : Teknik :
i _ . - Instance - Similarity
k-NN, PCA, SVM - Feature - Distance
- Model - Statistical Property
- Knowledge - Geometri Property

Gambear 2.1. [lustrasi Perbedaan Pembelajaran Mesin Biasa dengan Transfer Learning
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2.2 Cross-domain

Cross-domain adalah sebutan bagi dua domain yang berbeda namun masih saling berkaitan.
Perbedaan kedua domain terletak pada perbedaan feature space dan distribusi data. Walaupun
transfer learning dapat diterapkan pada domain yang memiliki perbedaan distribusi data,
perlu dipastikan bahwa domain asal dan domain target saling berkaitan. Kaitan antar domain
ini dapat diketahui dengan menghitung kemiripan antar domain. Perhitungan kemiripan ini
dilakukan untuk menghindari terjadinya negative transfer learning. Negative transfer adalah
kondisi yang mana antara domain asal dan domain target hanya memiliki sedikit kemiripan,
sehingga proses transfer learning akan memberikan efek negatif pada domain target (Weiss
et al., 2016a; Day & Khoshgoftaar, 2017; Zhuang et al., 2019). Terdapat banyak cara untuk
mengukur kemiripan antar domain, seperti menggunakan Maximum Mean Discrepancy
(MMD), Kullback-Leibler  Divergence, Bregman Divergence, Jensen-Shannon
Divergence(Zhuang et al., 2019). Dari beragam cara pengukuran kemiripan antar domain,
MMD merupakan cara yang paling banyak digunakan pada beragam aplikasi transfer learning
dan bekerja dengan menghitung perbedaan distribusi marginal antar domain asal dan domain
target (Wang et al., 2019; Sinno Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011; Long, Wang,
Ding, Pan, et al., 2014). MMD bekerja dengan menghitung perbedaan distribusi berdasarkan
jarak rata-rata antara domain asal dan domain target (Sinno Jialin Pan, Ivor W. Tsang, James
T. Kwok, 2011; Long, Wang, Ding, Pan, et al., 2014).

2.3 Pengelompokkan Transfer Learning

Seperti sudah disebutkan pada Bab 1 diatas, bahwa berdasarkan kesamaan feature space,
transfer learning dapat dibagi menjadi dua, yaitu: transfer learning homogen dan transfer
learning heterogen. Transfer learning homogen adalah kondisi pada saat terdapat persamaan
feature space antara domain asal dan domain target. Beberapa contoh algoritma untuk transfer
learning homogen adalah Transfer Component Analysis (TCA), Joint Domain Adaptation
(JDA), Adaptation Regularization based Transfer learning (ARTL), Geodesic Flow Kernel
(GFK), Spectral Feature Allignment (SFA), 2 Stage Weighting-Multi Source Domain
Adaptation (2SW-MDA), Feature Augmented Method (FAM), Multi-Source TrAdaBoost
(MsTrAdaBoost), Sample Selection and Feature Ensemble(SSFE) (Weiss et al., 2016a; Sinno
Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011; Long, Wang, Ding, Pan, et al., 2014; Long
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etal., 2013a; Xia et al., 2015). Sementara transfer learning heterogen adalah transfer learning
algoritma untuk kondisi adanya perbedaan feature space antara domain asal dan domain
target. Contoh algoritma heterogen transfer antara lain adalah Co-Regularized Online
Transfer learning (COTL), Online Heterogenous Transfer with Weighted Classifier
(OHTWC), Heterogenous Feature Augmentation (HFA), Domain Adaptation using Manifold
Alignment (DAMA), Semi-Supervised Kernel Matching Domain Adaptation (SSKMDA),
Correlation-Transfer SVM (Day & Khoshgoftaar, 2017). Sementara berdasarkan ketersediaan
class label baik pada domain asal maupun domain target, pengaturan transfer learning dibagi
menjadi tiga kelompok, yaitu inductive transfer learning, transductive transfer learning, dan
unsupervisedtransfer learning(Pan & Yang, 2010). Pada saat class label hanya terdapat pada
domain asal, maka pengaturan yang digunakan adalah transductive transfer. Pada saat class
label juga tersedia di domain target, maka pengaturan yang digunakan adalah inductive
transfer. Sementara pada saat tidak tersedia class label pada domain asal dan domain target,
maka pengaturan yang digunakan adalah unsupervised transfer. Pengaturan inductive transfer
learning dapat meliputi feature-representation transfer, instance-transfer, model-transfer,
dan relational-knowledge-transfer. Sementara untuk pengaturan transductive transfer
learning bisa meliputi pendekatan instance-transfer dan feature-representation transfer.
Untuk pengaturan unsupervised transfer learning hanya bisa meliputi feature-representation
transfer.

Pada instance-transfer akan digunakan data berlabel pada domain asal yang sudah diberi
bobot untuk membantu proses prediksi label di domain target (J. Jiang & Zhai, 2007). Pada
feature-representation transfer, metode yang digunakan adalah mencari feature
representation yang “baik” berdasarkan kemiripan yang diukur menggunakan metric
similarity tertentu, seperti misalnya Kullback-Leibler divergence (Zhong et al., 2018). Untuk
model-transfer metode yang dilakukan adalah mencoba untuk menemukan shared parameter
dari model yang dibuat antara domain asal dan target (Mihalkova et al., 2007). Sementara
pada relational-knowledge-transfer akan dibuat sebuah mapping hubungan antar pengetahuan
antara domain asal dan target, misalkan dengan menggunakan ensemble framework yang
membuat proses prediksi class label dapat sesuai dengan kondisi domain target tersebut (Gao
et al., 2008). Gambar 2.2 menunjukkan pengelompokkan pengaturan dan pendekatan pada
transfer learning. Sementara Tabel 2.1 menunjukkan perbedaan antara masing-masing

pendekatan.
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Berdasarkan ketersediaan label, selain transfer learning, maka dikenal juga istilah zero-shot
learning dan few-shot learning. Zero-shot learning merupakan pendekatan learning yang
mana tidak ada label pada domain asal. Zero-shot learning juga dapat dikatakan sebagai
proses learning yang mana label domain asal dan label domain tujuan disjoint (Saad et al.,

2022). Sementara pada few-shot learning, masih terdapat sedikit label pada domain asal

o
—<E§

Gambar 2.2. Pengelompokkan Transfer Learning

(Xiaomeng et al., 2020).

Kemampuan transfer learning untuk dapat melakukan melakukan prediksi
secara efektif dan efisien antar domain yang berbeda membuat penelitian dan
implementasi transfer learning berkembang dengan cukup cepat. Penelitian
tentang transfer learning ini sendiri mulai muncul setelah tahun 2000 dan
setiap tahun semakin beragam penelitian transfer learning yang dilakukan.
Tabel 2.2 menjelaskan tentang beberapa penelitian tentang transfer learning

termasuk jenis pendekatan yang digunakan pada penelitian tersebut.
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Tabel 2.1. Pendekatan pada Transfer Learning

Pendekatan

Deskripsi

Instance-transfer

Menggunakan instance pada domain asal untuk
digunakan dalam proses prediksi domain tujuan,
misalkan dengan memberikan tambahan bobot
pada instance yang akan digunakan pada proses
prediksi.

Features-Representation-transfer

Menemukan dan menentukan “good” features
antara domain asal dan domain tujuan. “Good”
features ini dapat mengurangi perbedaan antar
domain atau memperkecil error pada proses
prediksi.

Model-transfer

Mencari dan menemukan paramater atau prior
model yang dapat dibagikan antar domain.

Knowledge-transfer

Membuat mapping knowledge atau relasi antar
domain.

Tabel 2.2. Penelitian-penelitian tentang Pendekatan Transfer Learning

No Peneliti Tahun Pengaturan Pendekatan
1 Blitzer et.al. (John Blitzer | 2006 Transductive Feature-
Ryan McDonald Fernando transfer learning representation-
Pereira, 2006) transfer
2 Jiang & Zhai (J. Jiang & | 2007 Transductive Instance-transfer
Zhai, 2007) transfer learning
3 Mihalkova, = Huynh, & | 2007 Transductive Knowledge-
Mooney (Mihalkova et al., transfer learning transfer
2007)
4 Davis & Domingos (Davis & | 2008 Transductive Knowledge-
Domingos, 2009) transfer learning transfer
5 Gao et.al. (Gao et al., 2008) | 2008 Transductive Model-transfer
transfer learning
6 Pan, Kwok, & Yang (Pan et | 2008 Transductive Feature-
al., 2008a) transfer learning representation-
transfer
7 Pan et.al. (Sinno Jialin Pan, | 2011 Transductive Feature-
Ivor W. Tsang, James T. transfer learning representation-
Kwok, 2011) transfer
8 Chattopadhyay etal. | 2011 Transductive Instance-transfer
(Chattopadhyay et al., 2012) transfer learning & Model-transfer
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2019)

transfer learning

9 Long etal. (Long et al, | 2012 Transductive Feature-
2012) transfer learning representation-
transfer
10 Long etal. (Long, Wang, | 2014 Transductive Feature-
Ding, Shen, et al., 2014) transfer learning representation-
transfer
11 Xiaet.al. (Xiaetal., 2015) 2015 Transductive Instance-transfer
transfer learning & Feature-
representation-
transfer
12 Wang etal. (Wang et al., | 2018 Transductive Feature-
2017) transfer learning representation-
transfer
13 Wang et.al. (Wang, Feng, et | 2018 Transductive Feature-
al., 2018a) transfer learning representation-
transfer
14 Cheplygina etal. | 2018 Transductive Instance-transfer
(Cheplygina et al., 2018) transfer learning & Feature-
representation-
transfer
15 Zhong et.al. (Zhong et al., | 2018 Transductive Feature-
2018) transfer learning representation-
transfer
16 Wang etal. (Wang et al., | 2019 Transductive Instance-transfer
2019) transfer learning
17 Han et.al. (Han et al., 2019) | 2019 Transductive Instance-transfer
transfer learning & Feature-
representation-
transfer
18 Chen et.al. (Wang, Chen, et | 2019 Transductive Instance-transfer
al., 2018) transfer learning
19 Jiang et.al. (S. Jiang et al., | 2019 Transductive Instance-transfer

2.4 Komponen dalam Transfer Learning

Terdapat dua bagian dalam transfer learning, yaitu domain (D) dan task (T'). Domain juga

mengandung dua bagian, yaitu feature space X dan distribusi peluang marginal P(X). Yang

mana X adalah instances set, atau dituliskan X = {x;,x,, ...,x, } € X, sehingga sering

dituliskan bahwa D = {X, P(X)}. Sedangkan task juga mengandung dua bagian yaitu label
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space Y dan fungsi prediksi f(+), dan sering dituliskan dengan T = {V, f(-)}. Fungsi prediksi
f(+) merupakan fungsi yang digunakan untuk memprediksi label instance pada domain target
berdasarkan pembelajaran dari feature vector dan label instance pada domain asal. Bila dilihat
dari sudut pandang statistik, maka f (x) = P(y|x), atau dibaca peluang muncunya label y bila
diberikan instance x (Pan & Yang, 2010; Weiss et al., 2016a; Zhuang et al., 2021).

Untuk domain asal (Dg), maka dapat dituliskan sebagai, Ds =
{(x51, ¥51), (52, ¥52), s (Xsn, Vs )}, Yang mana xg; € X, adalah instance ke-i dari Dg dan
vs; € Ys, adalah label yang terkait untuk instance xg;. Demikian pula untuk domain tujuan
atau target (D7), yang dituliskan dengan Dy = {(x11, Y1), (X72, V12), o (C7n, V7 )}, Yang
mana x;; € X, adalah instance ke-i dari Dy dan y;; € Y, adalah label yang terkait untuk
instance xy; (Pan & Yang, 2010; Weiss et al., 2016b; Kouw & Loog, 2021; Kouw & Loog,

2018).
2.5 Beragam Teknik Pembelajaran pada Transfer Learning

Proses pembelajaran pada transfer learning juga bisa menggunakan algoritma dan teknik yang
sama atau berbeda dengan yang digunakan pada pembelajaran mesin biasa. Setiap pendekatan
yang digunakan pada penelitian transfer learning menggunakan beragam algoritma dan
teknik berbeda-beda untuk mengatasi perbedaan distribusi data maupun feature antar domain.
Tabel 2.3 berikut merangkumkan beberapa penelitian terbaru yang menggunakan pendekatan
instance-transfer, feature-representation-transfer, atau pendekatan gabungan beserta dengan
beragam teknik yang digunakan.

Tabel 2.3. Penelitian tentang Beragam Teknik pada Transfer Learning

Algoritma/Teknik/Metode
No Peneliti Tahun Kemiripan Bobot Struktur Teknik
Data Lokal Lainnya

1 | Long etal. (Long, | 2014 \ (MMD) \ (Rata-rata)

Wang, Ding, Pan, et

al., 2014)
2 | Xia etal.(Xia et al., | 2015 v (KL) \ (instance)

2015)
3 | Wang et.al.(Wang et | 2018 V (MMD) v (class

al., 2017) label)
4 | wang etal.(Wang, | 2018 V (MMD) N

Feng, et al., 2018a)
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5 | Cheplygina 2018 \ (instance)
et.al.(Cheplygina et
al., 2018)

6 | Zhong etal.(Zhong | 2018 v (KL) \ (feature)
etal., 2018)

7 | Wang etal.(Wang et | 2019 \ (MMD) \ (Rata-rata)
al., 2020)

8 | Hanetal.(Hanetal., | 2019 \ (Cosine)
2019)

9 | Chen etal.(Wang, | 2019 \ (MMD) \ (Jarak)
Chen, et al., 2018)

10 | Jiang etal.(J. Jiang | 2019 v (MMD) \ (instance) | ¥ (Properti
& Zhai, 2007) Geometrik)

Penggunaan jarak pada penelitian sebelumnya tentang transfer learning pada umumnya

dilakukan untuk menghitung kemiripan atau sebagai fungsi mapping. Penjelasan (Sharma &

Batra, 2014) untuk beberapa rumus jarak yang umum digunakan pada kasus gambar adalah:

o Euclidean Distance, merupakan perhitungan jarak yang umum digunakan untuk

menghitung kemiripan antar feature vector. Euclidean Distance juga umum
digunakan pada penelitian feature-representation transfer learning pada fungsi
mapping yang digunakan (Sinno Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011;
Long et al., 2013b; Long, Wang, Ding, Sun, et al., 2014; Tahmoresnezhad &
Hashemi, 2017b; Wang, Feng, et al., 2018b; Wang et al., 2017; Wang et al., 2019).
Persamaan Euclidean Distance dapat dilihat pada Persamaan 2.1 berikut:

ED(x,y) = XL (xi — )2 (2.1

Manhattan Distance, merupakan perhitungan jarak menggunakan garis lurus, baik
horisontal maupun vertikal dan juga digunakan untuk menghitung kemiripan antar
feature vector. Persamaan Manhattan Distance dapat dilihat pada Persamaan 2.2
berikut:

MD(X'Y) = ﬁvzllxi _)’i|» (22)

Mahalanobis Distance, merupakan perhitungan jarak yang dipengaruhi juga oleh

nilai covariance matrik dengan bentuk persamaan dapat dilihat pada Persamaan 2.3.
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d(x,y) = Jx =TS~ x -y, (2.3)

yang mana ED,MD, d adalah Euclidean Distance, Manhattan Distance, dan Mahalanobis
Distance dengan x, y adalah point yang akan dihitung jaraknya. Point ini dapat berupa vector,
dengan x; berarti bahwa point x yang ke-i. N adalah jumlah total instances atau total point

yang akan dihitung jaraknya. S adalah covariance matrik.

2.6 Feature-Representation Transfer (Feature-based Transfer Learning)

Pada Gambar 2.2 dapat dilihat bahwa berdasarkan pada apa yang ditransfer, transfer learning
dapat dibagi menjadi instance-transfer learning, feature-representation transfer, model-
transfer, dan relational-knowledge-transfer. Perbedaan karakteristik kerja umum dari setiap
kategori tersebut dituliskan pada Tabel 2.1. Dari Tabel 2.1 juga dapat dilihat bahwa feature-
representation transfer bekerja dengan mencari representasi feature yang “baik” pada cross-
domain. Representasi feature yang “baik” ini adalah representasi yang masih dapat
mempertahankan struktur data lokal yang penting dari masing-masing domain (Zhuang et al.,
2021).

(Zhuang et al., 2021) menyebutkan bahwa feature-representation transfer merupakan
kelompok data-based interpretation, yang berarti fokus pada proses penyelarasaan cross-
domain dengan cara melakukan transformasi data. Data-based interpretation sendiri dibagi
menjadi dua kategori transfer learning, yaitu instance-transfer dan feature-representation
transfer. Pada feature-representation transfer, transformasi data yang dimaksud adalah
transformasi feature.

Transformasi feature dilakukan untuk mengurangi perbedaan antar domain dengan cara
membentuk representasi feature yang baru. Terdapat beberapa metrik yang diadopsi untuk
mengurangi perbedaan antar domain, antara lain: Maximum Mean Discrepancy (MMD),
Kullback-Leibler Divergence, Bregman Divergence, dan Jensen-Shannon Divergence.
Diantara metrik- metrik ini, MMD merupakan metirk yang paling banyak digunakan untuk
transfer learning pada kasus Klasifikasi.

Transformasi feature dilakukan juga dapat dilakukan dengan menerapkan beberapa strategi,

seperti :
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e Feature Augmentation, biasa diterapkan dengan cara melakukan replikasi feature
atau stacking feature, untuk mendapatkan feature space yang bersifat latent
berdasarkan “struktur yang penting”.

e [Feature Mapping, biasa diterapkan menggunakan fungsi mapping untuk
mengurangi perbedaan distribusi antar domain dengan tetap mempertahankan
struktur data.

e Feature Clustering, bertujuan untuk menemukan representasi feature yang abstrak
dari feature asli dan biasa diterapkan untuk kasus klasifikasi dokumen.

e Feature Selection, biasa bekerja dengan cara melakukan ekstraksi terhadap pivot
features, atau features yang mempunyai behavior sama pada cross-domain.

e Feature Encoding, bekerja menggunakan prinsip autoencoder yang akan melakukan
reshaping terhadap features, sehingga banyak diadopsi pada area deep learning.

o Feature Alignment, yang akan fokus pada beberapa features implisit dan bekerja
dengan pendekatan subspace alignment.

Beberapa penelitian feature-representation transfer learning sebelumnya juga fokus pada
upaya untuk mendapatkan transformation matrix atau matrik adaptasi. Matrik adaptasi ini
terbentuk dengan menerapkan kernel pada rumus MMD yang digunakan untuk membentuk
representasi feature baru dengan cara pengurangan dimensi pada dataset yang digunakan (Pan
etal., 2008b; Sinno Jialin Pan, Ivor W. Tsang, James T. Kwok, 2011; Long et al., 2013b; Wang,
Feng, et al., 2018b;Wang et al., 2017;Gong et al., 2012; Tahmoresnezhad & Hashemi, 2017a).
Berdasarkan penelitian sebelumnya tentang feature-representation transfer learning juga
menunjukkan adanya fokus pada masalah optimasi untuk meningkatkan unjuk kerja metode
dengan menambahkan beberapa parameter optimasi sesuai dengan tujuan dan karakteristik
masing-masing metode (Wang, Feng, et al., 2018b;Wang et al., 2017;Tahmoresnezhad &
Hashemi, 2017a; Wang et al., 2020; Long, Wang, Ding, Sun, et al., 2014).

Berdasarkan proses transformasi feature dan cara optimasi metode yang dilakukan untuk
menghasilkan label hasil prediksi, feature-based transfer learning dibagi menjadi dua
kelompok, yaitu kelompok yang bekerja secara iterasi dan kelompok yang bekerja tanpa
iterasi (easy). Berikut adalah penjelasan dari masing-masing kelompok feature-

represesentation transfer learning tersebut.

A. lterative Feature-based Transfer Learning
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Berdasarkan penelitian sebelumnya dapat dilihat ada dua pendekatan yang umum digunakan.
Pendekatan umum pertama adalah dengan menggunakan pendekatan dimensionality
reduction dan melakukan proses iterasi untuk mendapatkan pseudolabel (J;) bagi data tidak
berlabel pada domain target, atau unlabaled instances di D;. Proses iterasi ini baru berhenti
pada saat Y, sudah converged, atau tidak berubah lagi nilainya setelah beberapa iterasi
berturut-turut. Iterasi perlu dilakukan karena pada awal proses prediksi akan dihasilkan Yy
yang tidak tepat, mengingat belum dilakukan pembelajaran pada cross-domain. Pendekatan
dimensionality reduction pada pendekatan umum pertama ini, dilakukan sebagai bentuk
proses pembelajaran dengan membentuk matrik adaptasi atau disebut MMD covariance
matrix yang dibentuk dari penggabungan instances pada cross-domain menggunakan rumus
MMD dan kernel. Tahap ini merupakan tahap untuk mengurangi perbedaan distribusi
marginal dan conditional pada cross-domain. Sementara optimasi akan dilakukan pada fungsi
pembelajaran (learning function) yang mengandung sejumlah parameter regularisasi dan
dilakukan untuk mendapatkan matrix transformasi orthogonal. Matrix transformasi
orthogonal ini yang kemudian akan digunakan untuk training dan testing sehingga diharapkan
mendapatkan Y, yang lebih baik. Sejumlah metode yang menggunakan pendekatan pertama
ini antara lain adalah TCA, JDA, TIM, BDA, MEDA, VDA (Sinno Jialin Pan, Ivor W. Tsang,
James T. Kwok, 2011; Long et al., 2013b; Long, Wang, Ding, Sun, et al., 2014; Wang et al.,
2017; Wang, Feng, et al., 2018a; Tahmoresnezhad & Hashemi, 2017a). Tahapan umum dari
pendekatan iterative feature-based transfer learning ini dapat dilihat pada Gambar 2.3 berikut
ini. Bagian kotak merah menunjukan proses pembelajaran atau proses transformasi feature

yang dilakukan.

Cross-Domain 7 e e e
Source Domain : Buat Matrik Training Classifier f Optimasi:
(D) : xs, Ys H T = dengan {xs, Ys} & Penambahan . Traini -
@ S —t ransformasi (A) »{ Testing f dengan {x:} , Shrameter s, Update Mal.nk »| Training Clarssmerf
dengan MMD Transformasi (A) dengan {A'xs, Ys}
1 Covartance Matiik untuk dapat Jalankan Lagrange
Target Domain ] Pseudolabel (¥7) Multiplier
(D) : xr L _l /
.......................................................................

¥rberubah?

Tidak

Predicted Label (Yr)
= Pseudolabel (¥1)

Testing Classifier f
dengan (A‘Xr) untuk
mendapatkan
pseudolabel (¥7)

Gambar 2.3. Tahapan Umum Pendekatan dengan Iterasi pada Feature-based Transfer Learning
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B. Easy Feature-based Transfer Learning

Pendekatan umum kedua pada feature-based transfer learning, yang merupakan easy feature-
based transfer learning diusung oleh metode Easy Transfer Learning (Wang et al., 2019),
correlation alignment (Coral) (Sun et al., 2016), dan subspace alignment (SA) (Fernando et
al., 2014). Berbeda dari pendekatan pertama, pada pendekatan kedua ini, tidak dilakukan
iterasi untuk mendapatkan Uy, karena proses training dan testing dilakukan setelah proses
pembelajaran pada cross-domain, untuk membentuk matrik transformasi. Pada pendekatan
kedua ini juga tidak digunakan rumus MMD dan kernel sebagai upaya mengurangi perbedaan
distribusi pada cross-domain. Sebagai contoh pada Easy Transfer Learning, untuk
mengurangi perbedaan distribusi dilakukan dengan memanfaatkan unlabaled instances pada
Dy, melalui perhitungan jarak instances ke setiap pusat class label. Cara ini disebut dengan
membentuk probability annotation matrix. Label hasil prediksi atau predicted label (U) dari
suatu instances didapat dengan mengambil indek class label yang mempunyai jarak terdekat
dengan instances tersebut. Sementara pada correlation alignment, pengurangan distribusi
dilakukan dengan melakukan subspace alignment pada cross-domain dengan cara melakukan
re-coloring pada D; sehingga menjadi lebih mirip dengan Ds. Pendekatan kedua ini lebih
sederhana dalam implementasinya, tidak memerlukan resource besar untuk menjalankan
proses pembelajarannya, sehingga memungkinkan untuk implementasi pada kondisi
keterbatasan resource. Namun pada pendekatan kedua ini selain kurang memperhatikan
kesamaan antar domain sehingga memungkinkan terjadinya negative transfer learning, juga
dalam proses penyamaan distribusi lebih banyak menggunakan informasi pada Ds;. Tahapan
umum dari kelompok easy feature-based transfer learning ini dapat dilihat pada Gambar 2.4,
yang mana kotak merah memperlihatkan proses pembelajaran dan transformasi feature yang
dilakukan oleh metode feature-transfer learning yang menggunakan pendekatan easy feature-

representation transfer.

Cross-Domain /T T e e e mmmmmsmssmmmsee

Source Domain

Buat Matrik Transformasi (x):

[
1
i
Od:xs¥s || Annotation Probability Matrix Training Classifi Testing Classfi
— H : — g ierf |_,| Testing Classifer f '
T’ Target Aligned Source Coordinate System dengan {Y's, s} denganfyyy  [>| Predicted Label (¥7)
i
\

-Whitening & Recoloring Domain Source

Target Domain

Gambar 2.4. Tahapan Umum Pendekatan tanpa Iterasi pada Feature-based Transfer Learning
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BAB 3
METODOLOGI PENELITIAN

3.1. Gambaran Umum WbFTL

Penelitian ini mengusung transductive transfer learning, yang mana instance berlabel hanya
dimiliki oleh domain asal. Domain tujuan mengandung instance tidak berlabel atau hanya
mengandung sedikit saja instance berlabel (limited labeled instance). Pada prinsipnya metode
yang diusulkan ini dapat digunakan untuk supervised dan semi-supervised. Tugas dari kedua
domain ini juga sama, yaitu klasifikasi. Baik domain asal dan domain tujuan merupakan
dataset gambar dengan jumlah feature sama (bFs = bF). Sementara jumlah instances pada
kedua domain bisa berbeda (ng # ny).

Kedua domain yang digunakan berasal dari dataset yang berbeda namun berkaitan, sehingga
mengandung perbedaan distribusi, baik marginal maupun conditional distribution. Oleh
karena itu perlu dilakukan distribution adaptation pada cross-domain ini. Distribution
adaptation merupakan kasus khusus dalam transfer learning, yang bertujuan untuk
meningkatkan unjuk kerja model pada saat menangani cross-domain dengan perbedaan
distribusi namun task yang sama. Sementara transfer learning adalah kasus khusus dari
pemelajaran mesin yang dapat menangani kondisi yang mana task pada cross-domain juga
berbeda.

WbFTL menggunakan pendekatan sederhana (easy) dengan melakukan pengembangan serta
beberapa modifikasi untuk mengurangi perbedaan distribusi pada cross-domain dan upaya
peningkatan hasil akurasi. Istilah pendekatan sederhana atau easy hanya akan digunakan pada
konteks penelitian ini untuk membedakan dengan pengelompokkan lain, yaitu iteratif. Istilah
sederhana atau easy mengarah pada penggunaan minimal parameter dan tanpa perlu iterasi
berkali-kali untuk mendapatkan label hasil prediksi. Sehingga dapat menghemat sumber daya
karena tidak perlu memproses banyak parameter.

A. Strategi Transformasi Feature yang Digunakan

Pengembangan yang dilakukan terletak pada strategi transformasi feature yang dilakukan
dengan metode pemilihan feature dan pemberian bobot kepada feature terpilih. Penggunaan
metode pemilihan feature dan pemberian bobot ini membuat WbFTL merupakan non-

parametric method, karena tidak membutuhkan banyak parameter dalam proses pembelajaran
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yang dilakukan. Sementara modifikasi dilakukan pada cara untuk mengatasi perbedaan
distribusi pada cross-domain. Pada metode WFbTL ini, untuk mengatasi perbedaan distribusi
antar domain dilakukan dengan menerapkan rumus MMD dan kernel untuk membentuk
representasi feature yang baru dari cross-domain. Pemanfaatan unlabaled instances pada
domain tujuan melalui perhitungan jarak ke setiap class label dilakukan untuk mengatasi
perbedaan conditional distribution. Selain itu, dalam rangka mengatasi perbedaan conditional
distribution juga dilakukan dengan menerapkan ANOVA (Analysis of Variance) untuk
memilih hanya feature yang signifikan antar class label dan dalam class label. Feature yang
terpilih inilah yang akan digunakan untuk proses training dan inference classifier, sehingga
menghasilkakn predicted label (Y;) bagi Dr. Gambaran umum dari WbFTL dapat dilihat pada
Gambar 3.1 berikut.

Dg

Distribution
Differences

Similarity
Measurement

o\d
Feature Selection |~ 7“‘:25‘—\"
and Weighting / P
/ t e al 5 /
o/ A M /
N
Feature
Selection using
ANOVA
- . <
e / F= )7
/ | —) #¥ |
Inter-cluster / /
v Minimal Distance _4 Class Distance /

Predicted
Label

Gambar 3.1. Gambaran Umum WbFTL

B. Penggunaan Properti Statistik
WbLFTL menggunakan properti statistik yaitu rata-rata dan varians dalam setiap tahapan

transformasi yang dilakukan. Mulai dari feature transformasi pertama yang menggunakan
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rata-rata setiap feature sebagai fungsi mapping. Dalam pemilihan feature pada transformasi
pertama ini juga menggunakan rata-rata sebagai threshold atau batas untuk menentukan
feature yang terpilih. Demikian pula pada feature transformasi kedua yang menggunakan
varians untuk memilih feature yang signifikan dalam class label dan antar class label.
Perhitungan jarak pada feature transformasi ketiga juga menggunakan properti statistik, yaitu
rata-rata. Rata-rata dan varians sendiri merupakan properti statistik yang sudah pasti dimiliki
oleh setiap jenis data dan dapat memberikan gambaran distribusi data sehingga dapat
digunakan untuk melakukan perbandingan antar kelompok (Frederick J Gravetter and Larry
B. Wallnau, 2013). Penelitian sebelumnya juga mengungkapkan bahwa penggunaan properti
statistik dapat menghemat resource pemrosesan data sehingga memungkinkan penerapan

transfer learning pada wearable device (Wang et al., 2019).

3.1 Tahapan Pemelajaran

Pada dasarnya, terdapat empat tahapan pembelajaran, yang mana tahap pertama merupakan
tahap untuk mengukur kesamaan antar domain. Tiga tahap setelahnya merupakan tahap
transformasi feature pada WbLFTL. Secara umum tahapan pembelajaran dan feature
transformasi pada WbFTL dapat dituliskan sebagai berikut:

A. Tahap 1 : Tahap mengukur kesamaan antar domain.

Tujuan tahap ini adalah untuk mengurangi perbedaan distribusi marginal pada cross-domain
dengan menerapkan MMD dan kernel untuk mengukur perbedaan antar domain. Hasil dari
proses pembelajaran tahap 1 ini adalah sebuah vektor representasi feature berisi feature mean
dari cross-domain hasil implementasi MMD dan kernel.

B. Tahap 2 : Feature Transformasi 1

Feature transformasi ini ini bertujuan untuk meningkatkan akurasi dengan memanfaatkan
feature yang signifikan untuk klasifikasi. Transformasi pertama ini dilakukan dengan
menerapkan teknik pemilihan feature dan pemberian bobot. Pemilihan feature pada
transformasi pertama ini mengadopsi metode filter, yaitu memilih feature berdasarkan batas
(threshold), yang mana threshold ditentukan berdasarkan nilai rata-rata dari vektor
representasi feature hasil pembelajaran tahap 1. Feature yang terpilih kemudian akan
diberikan bobot. Hasil dari feature transformasi 1 ini berupa vektor representasi feature yang
dituliskan dengan notasi Fryqns1-

C. Tahap 3 : Feature Transformasi 2
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Tahap 3 ini masih bertujuan untuk meningkatkan akurasi dengan teknik pemilihan feature.
Teknik pemilihan feature yang digunakan adalah teknik ANOVA. Dengan menerapkan teknik
ANOVA, akan diambil hanya feature yang signifikan terhadap label dan feature yang
signifikan dalam label. Hasil feature transformasi 1 akan diproses dengan ANOVA dan
menghasilkan vektor representasi feature yang dituliskan dengan notasi Fryqnso-

D. Tahap 4 : Feature Transformasi 3

Feature transformasi 3 ini hanya diterapkan pada D;. Tahap ini bertujuan mengurangi
perbedaan conditional distribution pada cross-domain dengan memanfaatkan instances tidak
berlabel pada Dy. Transformasi feature 3 ini dilakukan dengan menghitung jarak instances ke
pusat masing-masing class label (inter-cluster class label).

Gambaran proses training dan inferensi pada WbFTL dapat dilihat pada Gambar 3.2.
Sementara tahapan feature transformasi yang dilakukan pada WbFTL dapat dilihat pada
Gambar 3.3.

3.2.  Feature Transformasi 1 dengan Pemilihan Feature (Feature Selection)

menggunakan Threshold

Proses transformasi feature 1 pada WbFTL ini mengadopsi metode filter, yaitu memilih
feature yang signifikan berdasarkan threshold. Threshold yang digunakan adalah rata-rata,
karena alasan fleksibilitas dan scalabilitas. Rata-rata sudah pasti dimiliki oleh semua jenis data
dan menggambarkan central tendency dari dataset yang digunakan. Alasan ini membuat
theshold yang digunakan juga bersifat dinamis, karena akan langsung berubah menyesuaikan
kondisi data. Penggunaan rata-rata sebagai threshold dalam pemilihan feature juga sudah
digunakan pada kasus pemilihan feature (Giines et al., 2010; Sevani et al., 2019).

Persamaan 3.1 merupakan persamaan untuk menghitung threshold. F,, ini sudah merupakan

representasi feature baru yang menggambarkan feature dari domain asal dan domain tujuan.
1
Th = n i1 fmi G.D

yang mana nilai f,,; berasal dari Ey, = {fm1, fmzs - fmp} € RP.

Proses pemilihan features menggunakan Th akan menghasilkan subset feature yang akan
digunakan untuk proses berikutnya, seperti terlihat pada persamaan 3.2. Pada persamaan 3.2
ini merupakan tahapan pemilihan feature , yang mana F, didapat dari F,, yang nilainya lebih

kecil daripada threshold Th. F, adalah vektor representasi feature yang terbentuk dengan cara
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memilih feature-feature pada F,, yang nilainya kurang dari Th, seperti ditulis pada persamaan

(3.3)

F,=F, <Th,
FE, = {fs1, f22) -, [z}, yang mana k < b

(3.2)
(3.3)

Hasil feature terpilih pada langkah pertama ini yang kemudian akan diberikan bobot lokal,

yang artinya setiap feature dapat mempunyai nilai bobot yang berbeda. Setelah seluruh feature

pada F, diberikan bobot, maka akan terbentuklah feature transformasi 1 (Fryqns1) untuk

instances pada Dg dan Dy, seperti pada persamaan 3.5 dan persamaan 3.6.

1vk
= 2i=1fzi
W(fzi) = k llel >

Fsrransiqy = w(fzi) X fsi,

Frrransicy = W(fz) X fro
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Pemilihan Feature dengan threshold &

Pemilihan Feature

Transformasi Feature Pertama:

dengan threshold &

Pemilihan Feature dengan menerapkan
ANOVA (antar dan dalam class label)

pemberian Bobot pemberian Bobot
Ftesn
Ftranst e
y A
Transformasi Feature Kedua : Transformasi Feature Ketiga :

Jarak Terdekat x; ke Pusat Cluster Class
(dibentuk dengan Fs.n2 )

Fsransz

A 4

Model

F.

TTrans3

Training Phase

>

Inference Phase

P Model

Predicted Label
(Y1)

Gambar 3.2. Proses Training dan Inference pada WbFTL
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Domain Asal
(Ds) : Xs, Ys
Domain Tujuan
(D7) : xr

Hitung rata® Pengukuran kemiripan
feature dariys t=P| feature berdasarkan jarak
dan xr dari pasangan rata” feature

Tidak I

ilai kemiripan feature <
threshold

A

t Hitung threshold

Hitung Fsrans: dan Frreans:

Pemberian bobot z 2
— - sebagai transformasi
Feature terpilih > pada feature S
terpilih feature pertama dari s and
e Xr
Transformasi Feature Pertama
(dengan Threshold & Bobot)
Transformasi Feature Kedua ~

(dengan ANOVA)
Hitung : Sum of Square
Total (SST), Within Class
(SSW), Between Class (SSB)
dari Fsrrans:

Bentuk Fsrans: berdasarkan g
hasil ANOVA

Hitung pusat cluster Hitung jarak terdekat Bentuk Frrranes
class label (h.) > instances x; dengan | sebagai transformasi
berdasarkan Fsrrznsz Frrrans: ke he featureketiga dari x+

Transformasi Feature Ketiga
(inter-cluster class label)

Gambar 3.3. Transformasi Feature pada WbFTL

3.3. Transformasi Feature 2 dengan Teknik Pemilihan Feature
Menggunakan ANOVA

Dalam cara kerjanya WbFTL menerapkan dua teknik pemilihan feature, yang mana teknik
pertama mengadopsi cara kerja metode filter yang menggunakan batas (threshold) untuk
memilih feature. Teknik kedua adalah menerapkan ANOVA untuk memilih feature yang
signifikan terhadap label. Pada WbFTL, pemilihan feature yang signifikan akan diterapkan
pada Dy, mengingat bahwa ANOVA membutuhkan informasi label dan D tidak berlabel.

Konsep formal dari transformasi feature menggunakan ANOVA untuk proses pemilihan
feature dapat dilihat pada persamaan 3.7 dan persamaan 3.8. Dimulai dari Fgp,.,s1 pada
persamaan 3.5, yang kemudian akan diukur dan dipilih feature yang signifikan antar label dan

dalam label, sehingga membentuk Fgryans2- Nilai feature pada Forrqansg Sama dengan nilai
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feature pada Fsr,qnso, hanya jumlah feature saja yang berbeda antara kedua subset feature

tersebut.
FSTransZ(i) = FSTransl(i), (37)
FSTranSZ = {FSTransz(l),FSTransz(2), Ly FSTransZ(a),} € Ra: (38)

yangmanaa < k <b

3.4.  Transformasi Feature 3 dengan Inter-Cluster Class Label

Penggunaan informasi label pada transformasi feature dengan ANOVA masih hanya
melibatkan label dari Ds. Hal ini dirasa kurang menggambarkan label pada Dy. Mengingat
bahwa yang akan diprediksi adalah label pada D;, maka fokus pada informasi yang
terkandung pada Dy diharapkan dapat memberikan hasil yang lebih optimal. Untuk dapat
memanfaatkan informasi yang terkandung pada D maka dilakukan transformasi feature
dengan menggunakan informasi jarak minimal dari instances pada D ke pusat (centroid) dari
label-label yang ada. Penggunaan jarak juga melahirkan konsep klasifikasi yang mana data
akan cenderung berkelompok dalam satu label yang sama bila mempunyai kesamaan dan akan
cenderung berjauhan bila tidak mempunyai kesamaan. Kesamaan dan perbedaan data ini
ditentukan oleh jarak antar data dan features yang terkandung dalam data.

Penggunaan jarak dan centroid label dilatar belakangi oleh cara kerja k-Nearest Neighbor (k-
NN) dan juga hukum gravitasi Newton. Berdasarkan k-NN dapat dilihat bahwa penentuan
label bagi suatu data dapat dilakukan dengan mengukur jarak dan mengambil label yang
mempunyai jarak terdekat dengan data tersebut. Menggunakan konsep cara kerja hukum
gravitasi juga dapat dilihat bahwa kekuatan daya tarik dua obyek dipengaruhi jarak dan massa
dari obyek.

Transformasi feature dengan menggunakan jarak minimal ke pusat label akan menjadi tahap
akhir proses transformasi, yaitu transformasi ketiga, sekaligus penentu hasil prediksi label
untuk D;. Dimulai dari persamaan 3.6 yang merupakan transformasi feature pertama pada Dy
(Frrrans1), maka nilai transformasi feature tersebut yang akan diterapkan pada instances
Dy untuk membentuk Frr,qns3 dengan mengadopsi persamaan hukum gravitasi seperti pada

persamaan 3.9 dan 3.10.
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Frrransi(i) xhc

. 2
DLSt(FTTransl(i)rhC)

3.9

FTTransS(i) =

FTTrans3 = {FTTrans3(1),FSTran52(2), ey FSTransZ(k),} € er (3-10)

3.5. Resume Cara Kerja WbFTL

Tabel 3.1 menunjukkan resume perbedaan antara WbFTL dengan kedua kelompok feature-
based transfer learning yang ada. Sementara Gambar 3.4 menggambarkan perbedaan WbFTL

dengan metode feature-transfer learning lainnya.

Tabel 3.1. Resume Perbandingan WbFTL dengan Metode Feature-based Transfer Learning Lainnya

Input dan Output

Input : Ds yang
berlabel dan D,

Input : Ds yang
berlabel dan Dy

Input : Ds yang
berlabel dan Dy

yang tidak yang tidak yang tidak
berlabel. berlabel. berlabel.
Output : Classifier | Output : Output : Classifier
dan Y. Classifier dan dan Y.
Yr.
Perhitungan Menggunakan Menggunakan Tidak melakukan
kemiripan antar MMD seperti pada | MMD, mengikuti | perhitungan
domain persamaan 3.5 (Panetal., kemiripan antar
2008a) domain.
Transformasi Menggunakan Menggunakan Dilakukan dengan
feature pendekatan pendekatan menyamakan
pemilihan feature | dimensionality feature Dg agar
dan menerapkan reduction, dengan | makin mirip
transformasi yang | membentuk dengan Dy,

berbeda antara Dg
dan Dr.

matrik proyeksi
dan optimalisasi
dilakukan dengan
Lagrange
Multiplier, dan

melalui proses
recoloring dan
whitening atau
perhitungan jarak
instances ke
cluster class label.
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dilakukan secara
berulang.

Proses
transformasi yang
sama diterapkan
pada Dg dan Dy.

Proses
transformasi yang
sama diterapkan
pada Dg dan Dr.

Hitung FTrransa
(Transformasi

ketiga: Inter-Cluster
Class Label)

Classifier SVM INN SVM
Pseudolabel Tidak Menggunakan Tidak
menggunakan pseudolabel menggunakan
pseudolabel dalam | dalam proses pseudolabel dalam
proses training dan | training dan proses training
inference model inference model dan inference
untuk untuk model untuk
menghasilkan Y. | menghasilkan menghasilkan Y.
Yr.
Hyperparameter Tidak ada Penambahan Tidak ada
setting hyperparameter parameter hyperparameter
setting, kecuali regularisasi dan setting, kecuali
pada parameter beberapa pada parameter
classifier. parameter classifier
lainnya,
tergantung pada
tujuan
perancangan
metode
Cross-Domain
Source Domain Buat Matrik 3
(D) xs, Ys S 4 Tentukan subset feature i Hitung FTransl.
menyamakan domain P hasil pemilihanfeatqre > (Transformasi
dengan threshold ( f') Pertama)
Target Domain (F)
(D) xr

Apakah Ds atau D?

(Yr)

Label Hasil Prediksi |

de ngan {FTTvansz}

Inference Classifier f

Training Classifier f <

Hitung FSrrans2
(Transformasi

dengan {FSrrans2, Ys}

kedua: Pemilihan
feature dengan
ANOVA)

Learning Lainnya
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BAB 4
HASIL PENELITIAN

4.1. Dataset dan Eksperimen Setting

Terdapat dua sumber awal untuk dataset yang digunakan pada penelitian ini, yaitu Reseach
Data Repository dari California Institute of Technology dan Electrical Engineering dari UC
Berkeley. Dataset yang digunakan pada penelitian ini kemudian mengalami pre-processing
dengan menggunakan SURF. SURF sendiri merupakan algoritma feature detector dan feature
descriptor yang dapat bekerja lebih efisien (cepat dan hemat memori) dibandingkan algoritma
feature detector dan descriptor sejenis, seperti SIFT dan DAISY, dengan hasil yang tetap
komparatif. Label yang digunakan pada penelitian ini juga dibatasi pada 10 label yang juga
digunakan pada penelitian feature-based transfer learning sebelumnya. Tabel 4.1 menjelaskan

tentang dataset yang digunakan. Gambar 4.1 menunjukkan contoh gambar asli yang

digunakan.
Tabel 4.1. Penjelasan Dataset untuk WbFTL
Dataset | Simbol | Jumlah | Jumlah | Jumlah Keterangan
Instances | Features | Label
Office- A 958 800 10dari  |Hasil pemrosesan SURF untuk gambar yang
Amazon 31 diambil dari online merchant, dengan
berbagai canonical viewpoint dan resolusi
medium yang diambil dari sebuah studio
foto.
Office- D 157 800 10 dari Hasil pemrosesan SURF untuk gambar
DSLR 31 yang diambil menggunakan kamera
DSLR pada lingkungan aslinya dengan
pencahayaan alami, mempunyai resolusi
tinggi (4288 x 2848)dan noise yang
rendah.
Office- w 295 800 10 dari Hasil pemrosesan SURF untuk gambar
Webcam 31 yang diambil menggunakan webcam
sederhana, beresolusi rendah (640 %
480), mengandung banyak noise dan
white balance artifacts.
Caltech- C 1123 800 10 dari Hasil pemrosesan SURF untuk gambar
256 256 online dengan beragam resolusi, karena
mempunyai beragam latar belakang,
pencahayaan, ukuran, dan jenis kamera
yang berbeda pada saat pengambilan
gambar.

32




Ve

) ;@

Gambar 4.1. Contoh Gambar Asli Dataset Amazon

4.2. Metode State-of The-Art

Seluruh pengujian unjuk kerja pada eksperimen ini dilakukan dengan
menghitung akurasi, seperti yang juga dilakukan pada penelitian feature-based
transfer learning lainnya. Pengujian akurasi ini merupakan tahapan untuk
melihat posisi unjuk kerja WbFTL dibandingkan dengan metode feature-based
transfer learning sebelumnya. Berdasarkan hasil pengujian juga akan
ditentukan beberapa ide perbaikan dan pengembangan yang dapat dilakukan.
Pengujian akurasi dilakukan per tahapan learning, serta dengan
membandingkan dengan state-of-the-art dari penelitian feature-based transfer
learning. Beberapa state-of-the-art dari feature-based transfer learning yang

digunakan, yaitu: TCA, TIM, JDA, BDA, MEDA, VDA, SA, Coral.
4.3.  Algoritma WbFTL

Detail dari algoritma WbFTL dapat dilihat pada Tabel 4.2 berikut.

Tabel 4.2. Algoritma WbFTL

Algorithm WbFTL

01: procedure transformasi feature antar domain

02: fori« 1tondo

03: Fsi « mean(fs;)
04: Fri « mean(fr;)
05: f'i < euclidean distance(Fg;, Fr;)
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06: end for

07:  return (f"

08: end procedure

09: procedure transformasi feature dengan threshold

10: Th « mean(f")

11: f < f' <Th

12: fori« 1tokdo

Igk &
13 W(f) « _kzl]j}f‘
14: FSTransl(i) < W(fl) X f:S‘i
15: FTTransl(i) < W(fl) X fTi
16: end for

17 return (Fsrransts Frrransi)

18: end procedure

19: procedure transformasi feature dengan ANOVA

20: fori« 1tokdo

21: forj < 1to C do

22: FSTransZ(i,j) < ANOVA(FSTransl(i))
23: end for

24:  end for

25:  return (Fsrrans2)

26: end procedure

27: procedure inter-cluster class label

28: fori« 1toC do

29: hC(yi) “ mean(FSTransz)

30: end for

31l: fori<1tonsdo

32: forj < 1to C do

33: D jy < euclidean distance (Frrransiiy Re)))
34 end for

35: dist(XT[, hC(y])) < min [D(l,j)]

36: hC(yi) «— ]

37: end for
38: fori« 1tokdo

. (Frrransi()Xhcyiy)
39: FTTrans3 « [ (dist(xri.hc(yi)))z
40: end for

41;  return (Frrranss)

42: end procedure
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4.4, Hasil Eksperimen dengan Classifier SVM

Hasil perbandingan dapat dilihat di Gambar 4.2 dan Gambar 4.3, serta Tabel 4.3 dan Tabel
4.4. Gambar 4.2 merupakan visualisasi dari Tabel 4.3, yang menggambarkan perbandingan
hasil akurasi WbFTL dengan metode feature-transfer learning sebelumnya yang termasuk
pada kategori easy.

Tabel 4.3. Perbandingan Akurasi WbFTL dengan Easy Feature-based Transfer Learning

Akurasi (%)
No | Dataset SA CORAL WbFTL
(2013) (2016) (2023)
1 W->D 75,16® 86,6 84,62
2 D->W 76,950 84,7@ 76,530
3 A->D 33,7640 39,5 39,10
4 D->A 39,87® 37,749 34,3810
5 W->A 39,25® 36(49 38,77®
6 A->W 33,2212 44,40 37,410
7 A->C 39,98 45,10 41,710
8 C->A 49,27® 52,14 50,57
9 D->C 34,5519 33,84 31,91¢2
10 C->D 39,49 45,96 44,230
11 W->C 37,179 33,742 34,5849
12 C->W 40@ 46,4% 45,584
Rata-Rata 44,89 48,83 46,62
Peringkat 3 1 2

100
90
80
70

60

cn

an
an
10
w

W->D D>W A->D D>A W->A A>W A->C C->A D>C C->

mSA mCORAL m WDbFTL

Gambar 4.2. Perbandingan Akurasi WbFTL dengan Easy Feature-based Transfer Learning per Pasangan
Dataset
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Gambar 4.3 merupakan visualisasi dari Tabel 4.4, yang menggambarkan perbandingan hasil

akurasi WbFTL dengan metode feature-transfer learning sebelumnya yang termasuk pada

kategori iteratif.

Tabel 4.4. Perbandingan Akurasi WbFTL dengan Iterative Feature-based Transfer Learning.

Akurasi (%)

No | Dataset | TCA GFK JDA TIM VDA BDA | MEDA | WbFTL

(2011) | (2012) | (2013) | (2014) | (2017) | (2018) | (2018) | (2023)

1 | w->D | 8599@ | 80,89W | 89,17@ | 89,2W | 89,18@ | 91,72@ | 88,50 | 84,62
2 | D>W | 86,44® | 7559@ | 89,49® | 854@ | 90,85® | 91,86W | 87,5 | 76,53W

3 A->D | 34,397 | 36,31® | 39,49® | 452" | 48,81™ | 43,31® | 459™ | 39,1M
4 D->A | 31,420 | 32,05® | 33,099 | 32,8® | 37,68® | 33,09 | 41,249 | 34,3840
5 | W->A | 28,8112 | 297502 | 32 7819 | 3002 | 26,12 | 32,9900 | 4270®) | 38,77®
6 | A>W | 35250 | 38,98® | 37,97® | 420 | 26,14Y | 32,09® | 5320 | 37,41®
7 A->C | 40,07% | 40,25® | 39,36 | 39,5® | 42,21 | 40,78 | 43,9® | 41,710
8 C->A | 45,820 | 41,02® | 44,78¥ | 46,8® | 46,14® | 44,89® | 56,54 | 50,57®
9 D->C | 32,06® | 30,28( | 31,5211 | 31,400 | 3126® | 32,500 | 34,90 | 319102
10 C->D 35,670 | 38,857 | 45224 | 44,6® | 51,59® | 47,779 | 50,30 | 44,236
11 | W->C | 29,9249 | 30,7200 | 31,1712 | 30,200 | 27,649 | 28,9402 | 3402 | 34 5801
12 | C->W | 30,5149 | 40,68 | 41,69® | 400 46,10 | 38,64® | 53,9¥ | 4558“

Rata-Rata 43,03 42,95 46,31 46,4 46,97 46,62 52,7 46,62

Peringkat 8 7 5 4 2 3 1 3

W->D D->

W A->D D->A W->A

mTCA mGFK

A->W

A->C C->A D->C C->D W->C c>W

JDA mTJIM mVDA mBDA

B MEDA mWDbFTL

Gambar 4.3. Perbandingan Akurasi WbFTL dengan Iterative Feature-based Transfer Learning per Pasangan
Dataset
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4.5. Hasil Eksperimen dengan Classifier Logistic Regression

Sementara pada saat menggunakan classifier yang berbeda, yaitu logistic regression, hasil
akurasi yang didapat sedikit berbeda. Hasil perbandingan akurasi dapat dilihat pada Tabel 4.5
dan Tabel 4.6. Tabel 4.5 merupakan perbandingan hasil akurasi WbFTL dengan metode
feature-transfer learning sebelumnya yang termasuk pada kategori easy. Tabel 4.6 merupakan
perbandingan perbandingan hasil akurasi WbFTL dengan metode feature-transfer learning
sebelumnya yang termasuk pada kategori iteratif.

Tabel 4.5. Perbandingan Akurasi WbFTL dengan Logistic Regression pada Easy Feature-based
Transfer Learning

Akurasi (%)
WbFTL
No | Dataset SA CORAL (Logistic
(2013) (2016) Regression)
1 W->D 75,16@ 86,6 64.290
2 D->W 76,950 84,7? 49,530
3 A->D 33,764Y 39,50 54.67%
4 D->A 39,87® 37,749 50.38®
5 W->A 39,25@ 3640 58.26?
6 A->W 33,22(42) 44 4@ 52.64®
7 A->C 39,980 4510 54.37®
8 C->A 49,270 52,1®) 42,7842
9 D->C 34,5510 33,840 51.920
10 C->D 39,490 45,96) 43.1310
11 W->C 37,179 33,742 55.60)
12 C->W 40@ 46,4“ 42.85(11
Rata-Rata 44,89 48,83 51.70
Peringkat 3 2 1

Hasil penelitian yang ditampilkan pada Tabel 4.5 dan Tabel 4.6 memperlihatkan bahwa
akurasi WbFTL mengalami peningkatan pada saat digunakan bersama dengan classifier
logistic regression, dibandingkan saat digunakan dengan SVM. Sehingga dapat mengungguli
Coral, walaupun masih 1% dibawah MEDA. Hal ini menunjukkan bahwa WbFTL berjalan
dengan baik, dan hasil yang lebih baik dapat diperoleh pada saat digunakan bersama classifier
yang tepat.
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Tabel 4.6. Perbandingan Akurasi WbFTL dengan Logistic Regression pada Iterative Feature-based

Transfer Learning

Akurasi (%)

No | Dataset | TCA GFK JDA TIM VDA BDA MEDA | WbFTL

(2011) (2012) (2013) | (2014) | (2017) | (2018) | (2018) (LR)
1 W->D | 85,99@® | 80,89% | 89,17@ | 89,20 | 89,18® | 91,72@ | 88,50 | 64.29W
2 D->W | 86,44® | 75559@® | 89,49®W | 854®@ | 90,850 | 91,860 | 87,5@ | 49.53
3 A->D | 34,390 | 36,31® | 39,490 | 4524 | 48,81™¥ | 43,310 | 4590 | 54.67%
4 D->A | 31,420 | 32,05® | 33,09®) | 32,89 | 37,68® | 33,09 41,209 | 50.38®
5 W->A | 28,8102 | 29,7502 | 32,7819 | 3002 | 26,102 | 32,9949 | 42,7® | 58.26%?
6 A->W | 35250 | 38,080 | 37,976 420 | 26,400 | 32,990) | 53,20 | 52,64
7 A->C | 40,07% | 40,250 | 39,36 | 39,5® | 42,21M | 40,78™ | 43,9® | 54.376)
8 C->A | 45820 | 41,020 | 44,78" | 46,8° | 46,14® | 44,89® | 56,5@ | 42,7812
9 D->C | 32,06® | 30,2801 | 31,52(4D | 31,449 | 31,260 | 32,500 | 34,94D | 51.92()
10 | C->D | 3567% | 38,85 | 45,22 | 44,6® | 5159® | 47,77® | 50,3® | 43.1300

11 | W->C | 29,921 | 30,7219 | 31,1702 | 30,200 | 27,649 | 289402 | 34012 55.6®
12 | C->W | 30,5149 | 40,68“ | 41,69® 40 46,1® | 38,64® | 539™ | 428501

Rata-Rata 43,03 42,95 46,31 46,4 46,97 46,62 52,7 51.70

Peringkat 7 8 6 5 3 4 1 2

4.6. Perbandingan Hyperparameter

Efisiensi dari penggunaan parameter pada WbFTL ini dapat terjadi karena setiap penambahan

parameter akan memerlukan upaya untuk proses funning. Tunning hyperparameter ini

dilakukan dalam rangka mendapatkan hasil akurasi terbaik. Proses tunning hyperparameter

ini tidak perlu dilakukan pada WbFTL yang tidak menggunakan parameter apapun. Oleh

karena itu WbFTL ini dikatakan lebih efisien daripada metode state-of-the-art. Perbandingan

hyperparameter yang digunakan dapat dilihat pada Tabel 4.7

Tabel 4.7. Perbandingan Jumlah Parameter WbFTL dengan Metode Feature-based Transfer Learning

Sebelumnya
Metode TCA JDA TIM VDA BDA MEDA | SA CoRaL | WbFTL
(2011) | (2013) | (2014) | (2017) | (2018) | (2018) | (2013) | (2016) | (2023)
Akurasi 43.03 | 46.31 | 46.4 | 46.97 | 46.62 | 52.7 459 48.83 | 46.6
(%)
Hyper u A A A Au | An p| B, By | Tidak | Tidak
parameter ada ada
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BAB 5
PENUTUP

5.1. Kesimpulan

Berdasarkan hasil eksperimen yang dilakukan, dapat diambil beberapa kesimpulan sebagai
berikut:

A. Akurasi:

Hasil WbFTL memberikan akurasi 46,6% dengan menggunakan SVM sebagai classifier.
Nilai akurasi ini baru dapat mengimbagi akurasi dari metode feature-based transfer learning
yang menjadi state-of-the-art. Namun pada saat dilakukan pengembangan eksperimen dengan
mengganti classifier logistic regression, nilai akurasi yang dihasilkan meningkat menjadi
51.7%. Nilai ini melebihi CoRaL, salah satu metode pada kelompok easy feature-based
transfer learning yang mempunyai akurasi tertinggi pada kelompoknya. Sementara saat
dibandingkan dengan kelompok iterative feature-based transfer learning, nilai yang
dihasilkan ini tidak jauh berbeda dengan MEDA, yang mempunyai nilai akurasi rata-rata
tertinggi pada kelompoknya.

Hasil yang diperoleh dalam penelitian ini juga menjawab seluruh pertanyaan penelitian. Yang
mana dapat dikatakan bahwa akurasi klasifikasi yang baik dapat diperoleh dengan
menerapkan pendekatan pemilihan dan pembobotan feature serta featura mapping. Bahkan
akurasi klasifikasi yang baik pada cross-domain juga memungkinkan untuk dilakukan dengan
cara yang sederhana, tanpa harus menggunakan banyak parameter dalam proses

pemelajarannya.

B. Domain Asal (Dg):

Dengan melihat hasil akurasi dari masing-masing pasangan cross-domain, maka dapat dilihat
bahwa hasil eksperimen memperlihatkan pada saat Dg berukuran besar, maka terdapat
kecenderungan nilai akurasi juga baik. Nilai ini dapat dilihat pada saat dataset Caltech (C)
yang menjadi Ds. Nilai akurasi juga cenderung tinggi pada saat jumlah instance pada Dg dan

Dy lebih berimbang.
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C.

Pembuktian akan hipotesa penelitian:

Menggunakan hipotesa penelitian yang dituliskan, maka hasil yang didapat dari eksperimen

WbFTL ini juga menjawab hipotesa penelitian yang dituliskan, bahwa:

5.2.

Representasi feature yang dibentuk dari kedekatan jarak antara feature mean pada cross-
domain dapat dilakukan dan memberikan hasil yang baik, namun ini hanya untuk
mengatasi perbedaan marginal pada cross-domain.

Perbedaan conditional distribution pada cross-domain dapat dikurangi dengan
memanfaatkan unlabaled instances pada D, melalui penggunaan rata-rata dan jarak, dapat
dilihat dampaknya pada nilai akurasi akhir atau hasil akurasi pada transformasi feature
kedua (Frygnsz2)-

Peningkatan unjuk kerja metode terbukti dapat dilakukan melalui penerapan stategi
pemilihan feature menggunakan rata-rata sebagai threshold dan varian untuk menilai

feature yang informatif terhadap class label.

Kelebihan Metode WbFTL

Setelah melakukan analisa pada metode feature-based transfer learning yang menjadi state-

of-the-art dan melakukan eksperimen untuk mengimplementasikan WbFTL, dapat
disampaikan kelebihan dan kekurangan dari WbFTL. Kelebihan dari WbFTL adalah terletak

pada kemudahan implementasi proses transformasi feature yang dilakukan, seperti:

WbFTL menggunakan strategi pemilihan feature untuk memperkecil ruang pencarian
sehingga dihasilkan metode yang lebih efisien dalam eksekusi.

WbFTL menggunakan properti statistik yaitu rata-rata dan varian, serta jarak yang
membuat metode ini lebih dinamis mengikuti kondisi data dan mempunyai tingkat
skalabilitas yang baik.

WbFTL juga memanfaatkan informasi pada unlabaled instances pada domain tujuan D,
untuk memberikan informasi lebih banyak pada domain tujuan. Sehingga label hasil

prediksi lebih dapat mencerminkan domain tujuan Dy.
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5.3. Kekurangan Metode WbFTL

Sedangkan kekurangan dari WbFTL meliputi nilai akurasi yang dihasilkan, seperti:

e Akurasi yang dihasilkan oleh WbFTL dengan menggunakan SVM sebagai classifier baru
dapat menyamai metode feature-based transfer learning sebelumnya, belum dapat
mengungguli. Namun pada pengembangan eksperimen dengan menggunakan logistic
regression sebagai classifier, hasil akurasi rata-rata WbFTL dapat mengungguli metode
sebelumnya, kecuali untuk MEDA. Dibandingkan dengan MEDA, akurasi WbFTL masih
1% dibawah MEDA.

e Belum memperhatikan dampak dari masalah imbalance instances pada dataset yang
digunakan.

5.4, Keterbatasan Metode WbFTL

Dalam pelaksanaan penelitian ini juga ditemukan beberapa keterbatasan, seperti:

e Penelitian WbFTL ini tidak menghitung dan membandingkan waktu (dalam satuan unit
waktu) sebagai salah satu komponen yang dapat menjadi dasar evaluasi dan analisa.

e Penelitian WbFTL ini hanya menggunakan satu persamaan bobot dan belum dilakukan
evaluasi dengan membandingkan hasilnya pada saat menggunakan persamaan bobot
lainnya.

e Penelitian WbFTL ini juga hanya menggunakan satu persamaan jarak yaitu Euclidean
Distance dalam proses transformasinya. Sehingga belum dilakukan evaluasi serta

pengembangan penelitian dengan menggunakan persamaan jarak lainnya.
55.  Saran Pengembangan

Melihat hasil analisa dan juga hasil eksperimen WbFTL yang telah dilakukan, maka ada

beberapa saran untuk pengembangan selanjutnya (future works) yang dapat diterapkan, yaitu:

e Untuk meningkatkan akurasi metode, maka akan dilakukan dengan mencoba

memodifikasi metode WbFTL terutama pada transformasi feature ketiga.
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Mengembangkan teknik pemilihan dan pembobotan feature yang digunakan pada metode
WHDFTL. Salah satu contohnya dengan mengikuti konsep ordered weighted averaging
(OWA).

Pengembangan penelitian juga dapat dilakukan dengan menerapkan Vision Transformer
(VIT). VIT ini termasuk arsitektur deep learning dengan kebutuhan penggunaan sumber
daya yang cukup kecil untuk proses training. Sehingga masih sejalan dengan konsep
“sederhana” yang diusung oleh WbFTL.

Implementasi WBbFTL ini juga dapat dicoba diterapkan untuk tugas klasifikasi pada bidang
lain seperti contohnya bidang agribisnis. Dalam bidang agribisnis, klasifikasi
menggunakan feature dapat digunakan untuk mengetahui dengan cepat dan akurat kualitas

produk hasil pertanian.
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